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摘   要：抗菌肽(antimicrobial peptides, AMPs)广泛存在于生命体中，是一种具有广谱抗菌活性、

免疫调节功能的小分子多肽。抗菌肽不易产生耐药性，适用范围广，具有极大的临床价值，是传

统抗生素的有力竞争者。识别抗菌肽是抗菌肽研究领域中的重要研究方向，湿实验法在进行大规

模抗菌肽识别时存在成本高、效率低、周期长等难点，计算机辅助识别法是抗菌肽识别手段的重

要补充，如何提升准确率是其中的关键问题。蛋白质序列可以被近似地看作是由氨基酸组成的语

言，运用自然语言处理(natural language processing, NLP)技术可能提取到丰富的特征。本文将自然

语言处理领域中的预训练模型 BERT 和微调结构 Text-CNN 结合，对蛋白质语言进行建模，提供

了开源可用的抗菌肽识别工具，并与已发表的 5 种抗菌肽识别工具进行了比较。结果表明，优化“预

训练-微调”策略带来了准确率、敏感度、特异性和马修相关系数的整体提升，为进一步研究抗菌

肽识别算法提供了新思路。 

关键词：蛋白质；抗菌肽；语言模型；预训练  
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Abstract: Antimicrobial peptides (AMPs) are small molecule peptides that are widely found in 
living organisms with broad-spectrum antibacterial activity and immunomodulatory effect. Due 
to slower emergence of resistance, excellent clinical potential and wide range of application, 
AMP is a strong alternative to conventional antibiotics. AMP recognition is a significant 
direction in the field of AMP research. The high cost, low efficiency and long period 
shortcomings of the wet experiment methods prevent it from meeting the need for the 
large-scale AMP recognition. Therefore, computer-aided identification methods are important 
supplements to AMP recognition approaches, and one of the key issues is how to improve the 
accuracy. Protein sequences could be approximated as a language composed of amino acids. 
Consequently, rich features may be extracted using natural language processing (NLP) 
techniques. In this paper, we combine the pre-trained model BERT and the fine-tuned structure 
Text-CNN in the field of NLP to model protein languages, develop an open-source available 
antimicrobial peptide recognition tool and conduct a comparison with other five published tools. 
The experimental results show that the optimization of the two-phase training approach brings 
an overall improvement in accuracy, sensitivity, specificity, and Matthew correlation 
coefficient, offering a novel approach for further research on AMP recognition. 
Keywords: protein; antibacterial peptides; language model; pre-training 

 

近 年 来 ， 抗 菌 素 耐 药 性 (antimicrobial 

resistance, AMR)已经成为全世界共同面对的危

机[1]。抗菌肽(antimicrobial peptides, AMPs)广泛

分布于自然界中，是一种具有广谱抗菌活性、

免疫调节功能的小分子多肽，且不易产生耐药

性，是应对多重耐药菌的重要手段[2-6]。当前，

抗菌肽的识别主要分为湿实验法与计算机辅助

识别法。然而涉及蛋白质的湿实验法设计复杂、

耗时较长且成本高昂[7-9]，使用湿实验法进行大

规模抗菌肽识别具有一定挑战性。因此，计算

机辅助识别方法对于抗菌肽识别任务具有重大

的现实意义与实用价值。 

通过计算机辅助识别方法，可以低成本筛

选与识别抗菌肽。目前，已有数款基于信息学的



 
 

徐小放 等/基于 BERT 与 Text-CNN 的抗菌肽识别方法  

 

☏：010-64807509 ：cjb@im.ac.cn 

1817 

抗菌肽识别工具发表。iAMP-2L[10]基于伪氨基酸

组成(pseudo amino acid composition, PseAAC)

和模糊 K 近邻(fuzzy K-nearest neighbor, FKNN)

算法构建了一个抗菌肽的多标签分类器；

MAMPs-Pred[11]利用了随机森林(random forests, 

RF)等机器学习方法构建了一个抗菌肽识别工具

并在样本欠平衡情况下进行了讨论。Youmans 等[12]

和 AMPScan Vr.2 工具 [13]均使用了深度学习相

关的方法，其中 Youmans 等 [12]引入了一个双

向的长短期记忆 (bidirectional long short-term 

memory, Bi-LSTM)神经网络用于抗菌肽识别，

AMPScan Vr.2[13] 则采取了将卷积神经网络

(convolutional neural networks, CNN)和长短期

记忆(long short-term memory, LSTM)神经网络

相结合的方式。这些方法成功地减轻了湿实验

识别的压力，但仍存在一定的改进空间。例如，

有监督学习方法在面对无标签数据时稍显乏

力。Zhang 等[14]首次将预训练模型 BERT[15]引

入了抗菌肽识别领域，可以利用大量无标签数

据进行预训练。 

蛋白质序列可以由氨基酸字母串表示，因

此可以类似地看作是一种蛋白质的语言[16-18]，

运用自然语言处理(natural language processing, 

NLP) 技 术 可 能 提 取 到 更 丰 富 的 特 征 。

Transformer[19]是在 NLP 领域中的重要创新，在

多个 NLP 任务上达到了顶尖水准[20-23]。BERT

是基于 Transformer 的编码层 (encoder)构建

的 一 个 双 向 表 示 编 码 器 ， 进 一 步 刷 新 了

SQuAD v1.1[24]等 11 个 NLP 任务上的最佳成

绩 [25-26]。本文将 BERT 与经过修改的 Text- 

CNN[27]相结合，进一步加强 NLP 技术与抗

菌 肽 识 别 之 间 的 联 系 ， 通 过 对 微 调 (fine- 

tuning)层的改进，提升了抗菌肽计算机辅助

识别方法的准确率，提供了一种准确可用的

抗菌肽识别的方法。  

1  材料与方法 

1.1  数据集 

预训练模型 BERT 通过学习大量无标签数

据，降低了对有标签数据的依赖。本研究使用

了由 Zhang 等[14]预训练的 BERT 模型以保证实

验的公平性，该 BERT 模型由 UniProt[28]下载的

约 55 万条蛋白质序列数据训练而成。由于抗菌

肽识别领域中尚未形成金标准数据集，本文使用

了 4 款已发表的抗菌肽识别工具(iAMP-2L[10]、

MAMPs-Pred[11]、Bi-LSTM[12]和 AMPScan Vr.2[13])

的数据集作为基准数据集，并在各个数据集上

分别进行微调与测试。此外，本文提供了一个

新的微调数据集，该数据集收集了上述 4 个数据

集的负样本并从 DRAMP[29]中收集了 5 500 条抗

菌肽作为正样本，经过数据整合与清洗，删除

了重复和可能存在错误注释的样本。各数据集

样本量如表 1 所示。TensorFlow[30]和 PyTorch[31]

通用的可移植数据文件以及更详细的数据集信息

可在 GitHub 项目(github.com/shallFun4Learning/ 

BERT-CNN-AMP)中获取。 

1.2  实验配置 

本实验依托国家蛋白质科学中心(北京)的

计算节点完成，具体配置如表 2 所示。 

1.3  方法 

本方法遵循“预训练-微调”架构，由预训练

模型 BERT 与改进的 Text-CNN 组成。 

Tenney 等[32]研究表明，BERT 可以对不同

层次的信息进行建模，并具有消除歧义表示的

能力；类似地，Clark 等[33]经过实验证明，BERT

具有抽取语法信息和关注重点词汇的能力。

Zhang 等[14]利用 BERT 对蛋白质序列进行语言

建模，驱使 BERT 学习氨基酸之间的相互信息，

提供蕴含丰富特征的高维编码，以有利于抗菌

肽识别等下游任务的训练。 
 
 



 
ISSN 1000-3061  CN 11-1998/Q  生物工程学报  Chin J Biotech 
 
 

http://journals.im.ac.cn/cjbcn 

1818 

  

表 1  样本量统计 
Table 1  Statistics of sample 
Datasets Training set Testing set 

Positive Negative Total Positive Negative Total 

From iAMP-2L 879 879 1 758 920 920 1 840 

From MAMPs-Pred 2 617 2 617 5 234 284 1 382 1 666 

From AMPScan Vr.2 1 066 1 066 2 132 712 712 1 424 

From Bi-LSTM 2 087 2 087 4 174 522 634 1 156 

From DRAMP 4 310 1 271 5 581 1 067 328 1 395 

 
表 2  实验环境 
Table 2  Experimental environment 

Name Type 

OS CentOS Linux release 7.6.1810 (Core) 

CPU Intel(R) Xeon(R) Gold 6132 CPU @ 2.60 GHz 

Memory Samsung M393A4K40CB2-CVF 32GB 

GPU Tesla V100-PCIE-16GB-LS 

 

BERT 对蛋白质语言进行建模的流程如图

1 所示：首先，对蛋白质序列数据进行预处理，

用“[CLS]”和“[SEP]”作为开始与分割的特殊标

记，随机将 15%的氨基酸词汇用“[MASK]”标记

遮蔽；然后将由氨基酸组成的蛋白质序列转为

张量(tensor)表示，并嵌入位置信息与分块信息；

随后，传入由多个 Transformer 的编码层组成的

BERT，输出该蛋白质序列的高维表示；最后，

通过自监督学习的方式促使 BERT 模型学习

氨基酸词汇之间的关系。预训练阶段主要存在

两个任务：(1) 根据双向的氨基酸信息对被遮

蔽的词汇进行预测。(2) 判断一个氨基酸片段

是否为另一个氨基酸片段的后续，即是否在同

一条蛋白质序列中按顺序紧密相连。 

“预训练-微调”结构在多项任务中展现了

出色的性能[34-36]。Text-CNN 是一种结构简单而

有效的微调架构。以蛋白质序列为例，传统

Text-CNN 的结构如图 2 所示：对单个氨基酸词

汇的编码进行卷积得到特征图，再对特征图进

行最大池化操作后传入全连接层计算，最后针

对分类等具体的任务进行处理。该架构并非本

方法选择的最终结构，出于保留编码中更多信

息的考虑，本方法舍弃了池化层。 

 

 
 

图 1  BERT 预训练流程 
Figure 1  Overall pre-training for BERT. 
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本方法的整体流程如图 3 所示。BERT 发

展初期，研究者们通常认为“[CLS]”标记会捕捉

整个序列的信息[37-39]。因此，早期的分类任务

中往往只使用“[CLS]”标记的信息，但这并非最

佳实践[40-42]。本文改进了 Text-CNN 结构并对

BERT 的整体输出进行处理，以期获得更优秀

的抗菌肽识别能力，具体流程如下：(1) 将目标

肽段添加标记符后传入 BERT；(2) 采用 3 种不

同尺寸的卷积核对 BERT 的输出进行卷积并拼

接，卷积过程中采用复制(replicate)的方式进行

填充(padding)；(3) 利用全连接层对拼接结果进

行降维和分类处理。 

本文涉及的代码和可用模型文件在 GitHub 

(github.com/shallFun4Learning/BERT-CNN-AM
P)中提供下载。 

2  结果与分析 

Holdout 检验是一种常见的检验方法[43-45]，

该方法将数据集切分为训练集和测试集进行检

验。训练集用于模型的参数学习，测试集则用

于检验模型的学习效果，模型在训练时应对测

试集完全不可见。为了检验本方法的有效性， 

 

 
 
图 2  Text-CNN 结构图 
Figure 2  The structure of Text-CNN. 
 

 
 

图 3  抗菌肽识别流程 
Figure 3  The pipeline for AMP recognition. 
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本文与 Zhang 等[14]提出的方法在相同的条件下

进行对比，分别在 5 个数据集(iAMP-2L[10]、

MAMPs-Pred[11]、Bi-LSTM[12]、AMPScan Vr.2[13]

和 DRAMP[29])上进行了独立测试。本实验使用

与 Zhang 等 [14]相同的数据集划分、学习率

(learning rate)、训练周期 (epochs)、批次大小

(batch size)以及评估指标(表 3)，包括：敏感度

(sensitivity, Sn)、特异性(specificity, Sp)、准确

率 (accuracy, Acc) 和 马 修 相 关系数 (Matthew 

correlation coefficient, Mcc)。敏感度和特异性分

别指示对正负样本的识别能力，准确率代表整

体上的识别能力，马修相关系数描述了算法的

随机性，当其绝对值趋于 1 时，代表着预测结

果与数据标签具有强相关性。 

此外，本文引入了 Focal Loss[46]作为可选

的损失函数。Focal Loss 可以平衡学习权重，赋

予模型聚焦困难样本的能力。当数据集样本来

源不同或分布不平均时，使用 Focal Loss 作为

损失函数可以带来模型鲁棒性的提升，改善模

型在特异性指标上的表现，满足组学时代对特

异性指标的要求。 

如表 4 所示，本实验在上述 5 个数据集上

各进行 8 次重复实验并取平均值，标注为“/”的

部分为原算法未提供相关指标。表中第 1 列指

示数据集来源，第 2 列为所用的模型，第 3 列

至第 6 列分别是准确率、敏感性、特异性和马

修相关系数 4 个评价指标，各个数据集上的最

佳指标用粗体展示。 

结果表明，本文提出的模型囊括了所有的

最佳指标，启用 Focal Loss 后特异性指标进一

步得到优化。在普遍关心的准确率指标上，与

原算法相比最高提升 5.86%，与 Zhang 等[14]相

比最高提升 0.81%；在组学时代较为关注的特

异性指标上，与原算法相比最高提升 10.49%，

与 Zhang 等[14]相比最高提升 1.96%。本工作强

调了蛋白质语言预训练模型应用到抗菌肽领域

的实施性，说明了优化微调层的有效性，验证

了利用 Focal Loss 提升特异性指标的可行性，

提供了抗菌肽识别的新方法。 

3  讨论 

抗菌肽是传统抗生素的有力竞争者，具有

诸多天然优势[47-48]。湿实验法成本较高、周期

较长，难以支撑大规模的抗菌肽鉴定。因此，

计算机辅助识别法对抗菌肽研究具有重要的现

实意义和实用价值。 

作为前置的辅助手段，如何提高准确率是

计算机辅助识别法中的关键问题。本文就先进

的 NLP 技术与抗菌肽识别算法的融合应用进行

了讨论：(1) 改进了微调层，引入 Text-CNN 技 

 
表 3  评估指标 
Table 3  Evaluation indicators 

Indicators Formulae 

Sensitivity (Sn) TP
Sn

TP FN



 

Specificity (Sp) TN
Sp

FP TN



 

Accuracy (Acc) TP TN
Acc

TP FP TN FN




  
 

Mathew correlation coefficient (Mcc) TP TN FP FN
MCC

(TP FP) (TN FN) (TP FN) (TN FP)
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表 4  各数据集微调后的模型性能 
Table 4  Performance of the models trained on each dataset 
Dataset Model Acc (%) Sn (%)  Sp (%) Mcc 

From iAMP-2L[10] iAMP-2L 92.23  97.72  86.84  0.844 6  

Zhang et al.[14] 97.28  98.88  95.46  0.945 3  

Our model 97.77  98.91  96.69  0.955 7  

Our model with Focal Loss 98.09  98.85  97.33  0.961 8  

From MAMPs-Pred[11] MAMPs-Pred 84.16  83.10  84.40  / 

Zhang et al.[14] 85.35  85.12  85.41  0.601 1  

Our model 85.78  85.27  85.71  0.606 0  

Our model with Focal Loss 85.85  84.23  85.85  0.605 0  

From Bi-LSTM[12] Bi-LSTM 94.98  / / 0.899 0  

Zhang et al.[14] 95.22  94.91  95.50  0.904 2  

Our model 95.66  95.73  95.51  0.912 0  

Our model with Focal Loss 95.65  95.79  95.54  0.912 4  

From AMPScan Vr.2[13] AMPScan Vr.2 91.01  89.89  92.13  0.820 4  

Zhang et al.[14] 92.60  90.75  94.48  0.851 3  

Our model 92.99  91.44  94.53  0.856 7  

Our model with Focal Loss 92.72  90.90  94.55  0.855 1  

From DRAMP[29] Zhang et al.[14] 92.47  95.02  84.20  0.791 3  

Our model 92.73  95.03  85.24  0.799 0  

Our model with Focal Loss 92.52  94.47  86.16  0.795 2  

The best performance achieved by each dataset on each indicator is given in boldface, and “/” means that this indicator is not 
provided. 
 

术，取得了更高的准确性、敏感性、特异性和

马修相关系数，可以有效减轻湿实验法的负担，

降低识别抗菌肽的成本。(2) 引入了 Focal Loss

作为新的损失函数，进一步提升了组学时代较

为关心特异性指标。(3) Zhang 等[14]提供的代码

基于较早的 TensorFlow[30]版本开发，本文提供

了 PyTorch[31]版本的开源代码和模型，丰富了

研究途径，相关研究人员可以更专注于算法本

身而不必过度关注深度学习框架。 

着眼未来，改进预训练流程是一个值得探

讨的方向。在当前版本中，BERT 的嵌入层

(embedding layers)只添加了位置信息和分块信

息，但氨基酸词汇与自然语言词汇之间仍然存

在差异。例如，氨基酸词汇拥有相对分子质量

信息，可以考虑通过嵌入层将相对分子质量信

息进行嵌入，引入更多的先验知识。通过类似

的方式或许可以填补蛋白质语言与自然语言的

沟壑，引入更多维度的信息，从而带来性能上

的提升。 
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